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1. Hadoop 권불십년 화무십일홍 (權不十年 花無十日紅) 

https://www.altexsoft.com/blog/hadoop-pros-cons/

https://www.altexsoft.com/blog/hadoop-pros-cons/


2. Modern Data Platform의 등장



3. What is the Modern Data Architecture?

https://www.cidrdb.org/cidr2021/papers/cidr2021_paper17.pdf

https://www.cidrdb.org/cidr2021/papers/cidr2021_paper17.pdf


4. Lakehouse Review(1) – 분석 플랫폼의 발전 역사

1세대 DW

(1980s)

 운영 DB -> 중앙 집중식 DW로 Data 수집 -> 분석적 통찰력 확보

 Downstream용 BI에서 사용되기 최적화되도록 Schema-on-write를 보장

1세대 DW 문제점

 Appliance 장비 기반 컴퓨팅과 스토리지 결합

 기업들은 최대 사용자의 부하와 데이터 기준으로 비용 지불하고 Data가 증가하면 초고비용 발생

 데이터의 빠른 증가와 DW는 처리할 수 없는 비정형 데이터의 중요성 증가

2세대 Data Platform 
등장

 모든 raw data를 저장하는 저비용 구조, 개방형 파일 포맷(parquet/orc등)의 스토리지 시스템 – Hadoop 기반 Data Lake 등장

 Data Lake는 모든 데이터를 저비용 구조로 빠르게 저장할 수 있는 schema-on-read 구조

 하지만 Data의 품질과 거버넌스 관리에 대한 취약점 발생

 사용자의 분석 서비스에 사용되는 BI application을 위해 Data Lake의 데이터를 ETL로 downstream DW로 전처리된 일부 데

이터를 전달하는 구조 -> 2계층 구조

 개방형 파일 형식을 사용하여 ML과 같은 다른 분석 엔진에서 직접 Data Lake의 데이터에 접근

2세대 
2계층 

아키텍처의 
문제

 Data Lake와 DW의 일관성을 유지하는 것은 매우 어렵고 많은 비용 발생

 두 시스템 간 데이터를 ETL하고, 빠른 의사결정 지원, BI에서 활용하기 위해서는 지속적인 엔지니어링 필수

 ETL 단계에서는 오류가 발생할 수 있고, Data Lake와 DW 엔진간의 차이로 인해 발생하는 데이터 품질 저하

신뢰성

정합성

 DW는 Data Lake의 비해 오래된 데이터인 경우가 많음. 새 데이터를 즉각적으로 반영하기에는 많은 비용 발생

 운영 시스템에서 DW로 직접 데이터를 적재해 쿼리에 사용할 수 있던 1세대 분석 시스템에 비해 단점

 지속적인 ETL 필요, 데이터 복제로 인한 스토리지 비용 증가, metadata 정합성 불일치, 일반적으로 DW는 매우 비싼 구조

고급 
분석 
제한

 DW는 Data Lake의 비해 오래된 데이터인 경우가 많음. 새 데이터를 즉각적으로 반영하기에는 많은 비용 발생

 운영 시스템에서 DW로 직접 데이터를 적재해 쿼리에 사용할 수 있던 1세대 분석 시스템에 비해 단점

 지속적인 ETL 필요, 데이터 복제로 인한 스토리지 비용 증가, metadata 정합성 불일치, 일반적으로 DW는 매우 비싼 구조



4. Lakehouse Review(2) – Implementing a Lakehouse System

핵심
IDEA

Good
SQL
성능

고급 
분석용 
데이터 

관리 기능

▪ Apache parquet와 같은 표준 파일 형식을 사용하여 저
비용 object storage(S3)에 데이터 저장

▪ Object Storage의 최상단 계층에는 트랜잭션 metadata
를 위한 구현체를 두어 테이블의 버전 등을 정의

▪ Metadata 계층에서 ACID 트랜잭션과 버전 관리 같은 
DBMS 관리 기능 구현

▪ 대용량의 데이터를 사용자가 직접 접근할 수 있도록 표
준 파일 형식 사용

▪ Delta Lake와 Iceberg를 통한 구현

Figure 2: Example Lakehouse system design, with key 
components shown in green. The system centers around a 
metadata layer such as Delta Lake that adds transactions, 
versioning, and auxiliary data  structures over files in an open 
format, and can be queried with diverse APIs and engines.

▪ Metadata 계층은 데이터 관리 기능을 확보할 수 있으나, 
좋은 SQL 성능을 보장하지 않음

▪ DW에서 사용한 다양한 기술을 적용
▪ SSD를 통한 Hot data 저장
▪ 통계 정보 관리
▪ Index와 같은 효율적인 접근 방식 구현
▪ Data 형식과 컴퓨팅 엔진간의 최적화
▪ Caching과 보조적인 데이터 구조를 포함한 변경

되지 않은 파일에 대한 Index와 통계
▪ 데이터 구조 최적화

▪ TensorFlow나 Spark MLlib와 같은 라이브러리들은 선언
적 DataFrame API를 사용하고 데이터 관리 기능을 제공

▪ API는 Parquet와 같은 Data Lake의 파일을 직접 접근 가
능

▪ Parquet의 데이터를 추출하기 위해 metadata에서 추출
한 데이터를 ML 라이브러리에 전달만 하면 통합 가능

▪ 즉 API를 사용하여 Parquet의 데이터를 DF로 바로 제공
▪ 이 과정에서 Optimizer가 연산 계획을 자동으로 최적화

하고 캐싱 등을 활용



5. SK하이닉스의 빅데이터 – only Data Lake 

Data
Lake



6. Hadoop은 Legacy 기술의 대표 병목점

▪ Hadoop Eco의 dependency 복잡성과 의존성 종속 문제
▪ Mission Critical을 지원할 수 없는 기술 구조
▪ 유지보수에 대한 어려움
▪ 하지만 대규모 데이터의 안정적인 처리 관점에서는 대안이 거의 없음
▪ 대안을 찾기 위한 다양한 시도 필요



7. 진화하는 데이터 서비스 요구사항

비즈니스 요구사항

• 현업 시스템과 Data Lake 사이의 정합성 확보

• 정형/비정형/실시간 데이터 통합 분석

• 변경 데이터 처리 가능한 빅데이터

• Data 적재 주기 단축

• Table Metadata 통합 Map과 검색

• Mission Critical 분석 시스템 지원

플랫폼 요구사항

• Snowflake와 Databricks같은 Managed 플랫폼 서비스

• 현업 시스템 –Data Lake –DW 정합성 일치

• 개별 분석 시스템 전용 워크로드

• 자유로운사용자 Mart DB 생성과 시스템향으로 사용

• 쉽게 접근 가능한 공개 스토리지 기술

• 워크플로우 기반 빅데이터 분석 환경

• 단일 SQL 인터페이스 사용

• Data Lake와 DW 데이터의 통합



8. Hadoop을 버리기 위한 노력과 경험

▪ VMware 가상 환경 기반의 Hadoop 컴퓨팅
▪ Shuffle data는 remote vSAN 스토리지
▪ NSX 가상 네트워크 환경
▪ Isilon remote HDFS(secondary Hadoop 설정)

Hadoop 아키텍처의 Risk를 모두 경험

▪ Bare Metal 노드 기반 Hadoop Eco 구성
▪ Node Manager와 Datanode를 분리
▪ 컴퓨팅과 데이터 완전 분리
▪ Data Lake의 모든 Table은 remote location 사용
▪ Cache 아키텍처와 nvme shuffle 적극 활용
▪ 기존 VMWare 클러스터 대비 성능 비교
▪ Node Manager와 datanode를 통합했을때와 비교

Hadoop 구성 서비스를 완전히 분리 검증

▪ 특정 Data의 Skew가 무조건 발생하는 

multi join과 Grouping 조건이 많은 질의 환

경에서는 shuffle 영역의 성능이 더욱 중요

▪ 컴퓨팅과 데이터를 분리할 경우 유지 보수 

관점에서 매우 큰 장점 획득

▪ 기존 Hadoop 개발자의 오해의 범위 확인 –

데이터와 가까운 노드에서 컴퓨팅?

성능 검증

Hadoop은 데이터 저장소 역할만 부여

▪ YARN의 스케줄링 기능만 사용
▪ 모든 Table은 remote location 사용
▪ 기존 순수 Hadoop 기반 Hive 연산을 모두 

제거
▪ Hadoop 기반 전사 ETL Pipeline 대체
▪ Tez/Spark의 DAG로 RM 기능 대체
▪ HDFS 저장소를 S3로 대체하여 성능 확인

▪ Hadoop 없이도 제조기반 빅데이터 환

경 개발 검증 완료

▪ Hive Metastore는 대안 없음

▪ Remote의 모든 data locatio을 하나의 

통합 HMS Catalog로 통합하여 

Governance 관리



9. 데이터 플랫폼 현대화를 위한 품질 속성 고민

1. 제조 데이터 규모와 복잡성을 처리할 수 있는 Cloud Native 아키텍처 구성이 가능할 것인가?

가용성

2. Cloud Native 아키텍처에서 빅데이터 서비스의 결함허용 범위와 장애 발생시 복구 방안

정합성

3. 데이터 정합성 준수를 위한 서비스 구현

결함허용
장애복구

4. Cloud Native 기반 Big Data 구축

변경
용이성

▪ Hadoop 기반의 빅데이터 분산 시스템과 K8S 기반 Cloud Native 분산 시스템의 결합 안정성
▪ 특히 MPP와 Hadoop은 Cloud Native 아키텍처 기술이 아니기 때문에 K8S의 네트워크 부하 가중 발생
▪ Mission Critical 서비스를 위한 가용성 정보 부족

▪ 결함 허용 범위와 대응 전략 준비
▪ 빅데이터 컴포넌트의 회복 탄력성과 관련된 개발 범위
▪ Mission Critical 서비스 장애 발생시 복구에 걸리는 시간 측정 방안

▪ 무중단 업그레이드
▪ 서비스 컴포넌트 대체 난이도
▪ 클러스터 Provisioning 도구의 편의성

▪ Full ACID를 지원하는 빅데이터 서비스를 위한 Lakehouse 아키텍처 적용
▪ Data Governance의 일관성 확보를 위해 통합 catalog와 metadata 자동화
▪ 권한/인증 체계 따른 데이터의 데이터 보호

성능

3. Hadoop 대안 서비스 성능 확보

▪ HDFS를 대체하는 S3 스토리지의 분산 처리 성능 -> S3는 느리다는 편견을 바꾸는 과정 필수

▪ Hadoop 컴퓨팅을 대체하는 Serverless Spark와 Impala의 성능
▪ YARN 스케줄러를 대체하는 K8S 스케줄러의 성능



10. 분산 아키텍처 관점의 핵심 Quality Attribute 

인프라
아키텍처

스토리지
아키텍처

Modern Data
아키텍처
통합

주요 속성

리눅스 
System Call

컴퓨팅용
스토리지

Big Data
Network

결함허용

통합
Catalog

Governance

고가용성

아키텍처 검증 요소

• read(), write(), open(), seek(), fsync(), fflush(), mmap(), mlock(), mtdop(), 페이지 캐시, short-circuit read, zero-copy read

• On disk cache, 서비스별 disk 레이아웃과 quarter limit, block size과 IO 튜닝

• East-West 트래픽 분산용 회복성 있는 Spine-Leaf  Network, 100G망, sNAT대응 스위치, LB, NTP 동기화 

• 물리 Node, 디스크, Pod, Control Plane/Worker Node 장애와 K8S 전체 유실 상황에 대한 fail over 검증

• 통합 catalog schema 관리, Lakehouse 아키텍처 적용, 파티셔닝 정보 최적화, 

• 권한/인증통합, metadata 자동화

• 서비스별 HA, PV 스토리지, 수평적/수직적/systemic 고가용성 항목 상세 검증 

성능

자원 효율화

분산 성능

• Serverless 아키텍처, non native cloud 컴포넌트의 custom화, 

• NvmeS3 Remote Shuffle, scratch disk, spilled to disk, multi thread DOP, remote cache, Rank/Top 알고리즘 최적화

성능 최적화와 Mission Critical Business 지원을 위한 아키텍처 고려



11. Open Source 기반 참조 아키텍처

개발자 3명으로 모든 개발



12. Modern Data Platform Architecture overview

DataOps Cloud Native Cluster

DataOps 서비스 Pods Impala Ops
Cluster
Impala Ops

Cluster
Apache Impala 

Cluster
(SQL)

Data API Service
(SQL/RestAPI/비
정형 데이터)

JupyterLab
(빅데이터+비정
형+Python 통합 

분석)

DataOps
Workflow 엔진

모니터링

장애대응 자동화

Metadata 관리 
자동화

Impala Ops
Cluster
Impala Ops

Cluster

Serverless
Spark Cluster

(Data 
Engineering)

Impala Ops
Cluster
Impala Ops

Cluster
User DW Mart

(Storage)

악성 쿼리 실행 
방지와 Alert

운영 시스템 전용
DataOps 요구사항

Data API

SQL

Scheduler

빅데이터 전처리

Workflow 엔진

운영 전용 자원

FTP/Local 데이터 
통합 분석

Data Lake Legacy Cluster
(기존 Hadoop Eco의 단점을 모두 극복한 Data Lake)

RDBMS
정형 데이터

HDFS
빅데이터

S3
비정형 데이터

Kafka
실시간 데이터

FTP/NAS
사용자 데이터

Lakehouse 아키텍처
지원을 위한 서비스 구성요소

통합 Catalog

Hive Metastore
Apache Iceberg

(AICD Layer)

Lakehouse 기반 Governance

인증
권한 관리
(Access 

Management)

Audit & History
Data 품질 제어

(SQL Validation)

Metadata
자동화

활용 데이터 측정
(ROD)

기존 Data Lake + Modern Data Platform 통합 환경



13. Modern Data Architecture 기반 Best Practice

실시간 anomaly score 탐지 AI Product을 위한 Data Pipeline

Cloud Native Cluster

Kafka
Alarm

Impala 
Ops

Cluster

Impala 
Ops

Cluster

Serverless
Spark 
Stream

Data Lake
Legacy Cluster

Iceberg

Metadata 자동화

NAS
(PV)

Ranger

SQL Validation

S3HDFS Kudu

Query Editor

(API/스케줄러)

JupyterLab

(git-sync)

DevOps Pipeline

Airflow

(서비스별)
BitBucket

실시간 User DW Mart

Iceberg
minIO

S3
Kudu

Alarm
Handler

이상탐지 분석용 
실시간 테이블 추출

이상탐지 대상 시스템
테이블 추출(100TB)

1

2

3

4

5

Anomaly Score
Calculator

Impala 
Ops

Cluster

Impala 
Ops

Cluster

Serverless
Spark

Serverless MPP Engine
6

7

분석가

AI Product

실시간 데이터와 
빅데이터를 Join해서

Mart DB화

최종
DW Mart

8

9

Score 계산을 위한
사용자 Mart DB 에서

Data 추출 후 연산

Gold Data

Bronze/Silver Data

실시간 데이터와 
Mart DB화
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